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基于脑电信号的癫痫疾病智能诊断与研究
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摘 要:针对医疗诊断中癫痫脑电信号分类准确率低、分类类别少的问题，依据粒子群算法和
支持向量机理论，提出了一种基于粒子群算法优化支持向量机参数的信号分类检测技术。首先利
用小波分析对脑电信号进行 5 层分解与重构，然后提取含有癫痫特征频率的 3、4、5 层重构信号的
波动系数和近似熵等特征，计算不同状态不同尺度的脑电信号能量，根据不同状态不同尺度的能量
分布，调整特征向量的系数。最后使用粒子群算法优化的支持向量机对脑电信号进行分类。实验
结果表明，本文提出的方法可以正确识别健康、癫痫发作间期、癫痫发作期 3 种类型脑电信号，最终
的识别率可以达到 99． 83%。
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Abstract: Aiming at the problem of low accuracy and classification of epileptic EEG in medical diagnosis，a
signal classification and detection technique based on particle swarm optimization ( PSO) was proposed to optimize
the support vector machine ( SVM) based on the theory of particle swarm optimization and support vector machine
( SVM) ． Firstly， the EEG signals were decomposed and reconstructed by wavelet analysis． Secondly， the
coefficients of fluctuation and approximate entropy of the reconstructed signals containing the functional parameters
of epilepsy were extracted． Finally，The support vector machine ( SVM) optimized by particle swarm optimization
( PSO) is used to classify the EEG signals． The experimental results show that the this method can correctly identify
three types of EEG signals in healthy，interictal epilepsy and epileptic seizures，the final recognition rate can reach
99． 83% ．
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0 引 言

癫痫是一种以脑内神经元异常放电为特征的部
分或全脑功能障碍的慢性病，我国拥有数量庞大的
癫痫患者，且每年以 60 万例的速度在增加［1］。癫痫
脑电信号分类与检测技术有助于减少医务工作者的
工作量，具有实际意义临床应用［2］。袁琦等用近似
熵、波动系数、极端学习机对癫痫脑电信号进行二分
类，将脑电信号诊断为正常和癫痫发作期状态，识别
率为 98%［3］。庞春颖等根据改进的经验模式分解
和支持向量机，对正常脑电信号和癫痫脑电信号进
行分类，识别率为 94%［4］。张涛等利用小波包分解
系数矩阵、小波包熵、AdaBoost 算法，将脑电信号分
类成正常状态和癫痫发作状态，最终识别率为
97. 5%［6 － 7］。孟庆芳等用支持向量机和递归定量分
析分类脑电信号，识别率为 96%［5］。王杰等用样本
熵、AＲ参数和自适应极限学习机对脑电信号进行
分类，分类准确率为 97． 16%［8］。Lee Y等用小波变
换和高阶矩相结合的方法提取特征，使用支持向量
机对脑电信号进行分类，最终的识别率达到 94. 5%［9］。
上述文献将脑电信号分类成正常状态和癫痫状态，
但没有考虑癫痫发作间歇期信号的分类。本文提出
一种粒子群算法优化支持向量机的信号分类检测技
术，在保证分类精度的基础上，脑电信号被分类为正
常状态，癫痫间歇期状态，癫痫发作状态。

1 实验数据与预处理

1． 1 实验数据
本文使用的数据来源于德国波恩癫痫研究院癫

痫脑电数据库，( 文件下载网址 http: / / epileptologie-
bonn． de /cms / front_content． php) ，该研究院脑电数
据已广泛应用于癫痫脑电的分类与检测中［10］。实
验数据统计如表 1，该数据库分为 5 个数据集，数据
集 A、B 是健康人在睁眼和闭眼时采集到的数据; 数
据集 C、D是在致痫灶外和致痫灶区收集的数据，数
据集 E是癫痫患者癫痫发作时获得的数据。

表 1 实验数据集统计

数据库 测试对象 测试对象状态 样本数目 电极位置

A 健康人 清醒 100 所有区域

D 癫痫病人 发作间期 100 致痫灶外区域

E 癫痫病人 发作期 100 致痫灶内区域

1． 2 脑电信号预处理
本文主要对正常、癫痫发作间歇期、癫痫发作期

的脑电信号进行分类与检测，使用数据集 A、数据集
D、数据集 E进行后续的实验。每个数据集包括 100
段脑电信号，每段时长 23． 6 s，每段信号采集 4097
点，采样频率为 173． 6 Hz。由 Nyquist 采样定
理［11 － 13］，我们可以得出如下结论，癫痫脑电信号最
高频率为 80 Hz左右，经研究表明，癫痫脑电波异常
频率主要分布在 0． 5 ～ 35 Hz之间，因此首先利用小
波变换，对脑电信号进行分解与重构，提取出有效频
段，然后求解特征向量。本文利用 db4 小波对实验
数据集 A、实验数据集 D、实验数据集 E进行 5 层小
波分解重构，其中第 3、4、5 层重构信号频率主要集
中在癫痫特征频段［15］。因此本次实验中，提取第
3、4、5 层重构信号的特征构建特征向量。

2 特征提取

由上节论述得知，本文要提取小波分解与重构
后的第 3、4、5 层的脑电信号特征。根据脑电图( e-
lectroencephalograph，EEG) 在癫痫发作时，时频域
的变化和时间复杂度的不同，本文提取波动系数，近
似熵等特征表征癫痫脑电信号。
2． 1 改进近似熵算法

近似熵算法 ( approximate entropy，ApEn) 能较
好的反映信号序列的时间复杂性，是对产生一个新
的模式的信号的概率的定量描述。序列越复杂，则
近似熵越大，反之则越小。近似熵具有很强的抗干
扰能力，可用近似熵作为特征提取平稳信号和随机
信号。

对待处理的 N个数据点的癫痫脑电信号，通过
改进的近似熵算法进行计算，ApEn 的值与 m，r 的
取值有关。本文取 m = 2，r = 0． 2 * std ( sig ) ，std
( sig) 为信号 sig的标准差:

1) 计算 N* N的距离矩阵 D，D的第 i行第 j列
元素记为 dij，所有我们可知距离矩阵 D 为对称
矩阵。

di，j =
1， ( )u i － ( )u j ＜ r
0， ( )u i － ( )u j ≥{ r

，i = 1 ～ N，j = 1 ～ N

( 1)
2 ) 利 用 距 离 矩 阵 D 中 的 元 素，求 得

C ( )m
i ，C m( )+ 1

i :

C ( )m
i = ∑

N － 1

j = 1
dij∩d i( )+ 1 j( )+ 1 ( 2)
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C m( )+ 1
i = ∑

N － 2

j = 1
dij∩d i( )+ 1 j( )+ 1 ∩d i( )+ 2 j( )+ 2 ( 3)

3) 根据 C ( )m
i ，C m( )+ 1

i 计算 φm ( )r 和 φm + 1 ( )r

φm ( )r = ∑
N － m + 1

i = 1
log( C ( )m

i ) /N －m + 1 ( 4)

φm + 1 ( )r = ∑
N － m + 1

i = 1
log( C m( )+ 1

i ) /N －m + 1 ( 5)

4) 最后，根据 φm ( )r 和 φm + 1 ( )r 求得近似熵:
ApEn m，( )r = φm ( )r － φm + 1 ( )r ( 6)

由图 1 可见，健康状态、癫痫发作间期、癫痫发
作期的近似熵的幅值具有较大差别，提取脑电信号
的近似熵可以较好的表征不同脑电信号。

图 1 不同状态 EEG近似熵对比图

2． 2 波动系数
经过长期的研究表明，癫痫发作时的脑电信号

波动比正常时剧烈，不同状态的脑电信号波动系数
有较大的差异，因此可以选择波动系数来衡量信号
状态［9 － 10］，波动系数可以表示为:

Fi ( )n = ∑
M － 1

j = 1
ani j( )+ 1 － ani ( j) ( 7)

式中: ani为第 n 段脑电数据小波变换后第 i 层的幅
度; M为信号的长度。n 取值范围 1 － 100，i 取值范
围 3、4、5，M取 1024。

由图 2、图 3、图 4 可知，第三、第四、第五尺度的
波动系数，在不同状态下有较为明显的差异。癫痫
发作期波动系数最大而且波动性较强; 癫痫发作间
歇期的波动系数较为平稳，且值处于健康状态和癫
痫发作状态中间;健康状态下的波动系数最为平稳
且值最小。因此可用不同尺度下的波动系数作为脑
电信号特征。
2． 3 动态调整特征系数权重

本小节计算出不同状态、不同尺度 EEG序列能
量分布，以能量分布比例调整特征向量权重，能量分
布高的频段所占比例大于 1，能量分布低的频段所
占比例小于 1。

图 2 第三尺度波动系数

图 3 第四尺度波动系数

图 4 第五尺度波动系数

图 5 健康期不同尺度能量分布
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图 6 癫痫发作间歇期不同尺度能量分布

图 7 癫痫发作期不同尺度能量分布

如图 5、图 6、图 7 所示，横轴表示第 3、第 4、第 5
尺度脑电信号，纵轴表示尺度信号的能量，不同状态
的脑电信号在不同尺度下能量分布也有所差别。本
文一个创新点是，计算不同状态不同尺度的脑电信
号能量，根据不同状态不同尺度的能量分布，如表 2
所示，调整特征向量的系数，特征参数分配明细如表
3 所示。

表 2 不同状态不同尺度下能量分布

尺度 健康期 间歇期 发作期

第三尺度 328 880 61 154 6． 95 × 107

第四尺度 352 690 85 806 4． 379 2 × 107

第五尺度 225 620 234 980 3． 696 4 × 107

不同状态、不同尺度下能量分布具体数值如表
2 所示。考虑到共 3 层信号，未设置系数时默认为 1
且各尺度系数之和为 3，因此设定系数时以 1 为基
准，某一尺度信号能量系数可以大于 1，也可以小于
1，但某一时期提取的特征，所有尺度信号能量系数

之和等于 3。由表 2 不同状态、不同尺度下能量分
布的比例，调整特征向量的系数，特征向量权重分配
如表 3 所示。

表 3 特征参数系数分配表

第 3 尺度 第 4 尺度 第 5 尺度

健康期 1． 1 1． 2 0． 7

间歇期 0． 5 0． 7 1． 8

发作期 1． 6 0． 8 0． 6

3 支持向量机分类器

支持向量机( support vector machine，SVM) 广泛
应用于模式识别和分类检测中［13］，SVM 很好的解
决了高维度，小样本，非线性等问题。支持向量机的
核心思想是，找到一种能够对两类样本进行正确分
类的最优分类面，且不同样本距分类面距离越大，分
类效果越好。
3． 1 最优分类面

假设有两类待分类的实验数据: x1，y( )1 ，

x2，y( )2 ，…，xn，y( )n ，x∈Ｒn，yi∈ 1，{ }－ 1 ( xi 是实验
数据，yi 是实验数据的标签) ，存在一个最优分类
面，其方程可以表示为:

wT·x + b = 0 ( 8)
通过这个最优分类面，可以分类两种类型的样本数
据，我们令:

( )f x = wTx + b ( 9)
如果 ( )f x = 0，那么 x 是位于分类面上的点; 如

果 ( )f x ＜ 0，可以设定 x对应的标签 y 为 － 1; ( )f x ＞
0，那么 x对应的标签 y为 1，至此就可以将实验数据
进行分类。

如果所有测试样本都可以正确分类，测试样本
应符合下列条件:

yi wT·x( )i +[ ]b － 1≥0，i = 1，…，n ( 10)
两条分类面 H1、H2 之间的距离是 2 /‖w‖，要

寻找最优分类线，即使得 2 /‖ w‖最大，也即
1
2 ‖w‖2最小化，最优分类问题转化成一个约束优

化问题

min‖w‖2

2 ( 11)

s． t yi w． x +[ ]b － 1≥0，i = 1，…，N
求解上式的二次规划问题，得到最优分类面的

w和 b，最优分类函数为:
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( )f x = sgn w·x +( )b ( 12)
图 8 中，正方形和圆形代表两种类型的数据，H

代表最优分类面，H1、H2为各类中离分类线最近的
样本且平行于分类面的直线，分布在该直线的点被
称为支持向量，H1和 H2的距离就是分类间隔。所谓
最优分类面是指分类线既能正确分离两类，又能最
大化分类间隔。wT 是最优分类面的法向量，b 为最
优分类面的常数项。

图 8 最优分类面

3． 2 核函数
对于线性不可分的数据，需要核函数对数据进

行处理，在低维空间线性不可分的数据 xi，通过非线
性映射 Φ ( )x 到高维空间，使得数据在高维空间线
性可分，在高维空间找出最优分类面。满足 Mercer
条件的核函数就可以实现非线性转换。

定义的 Mercer条件的核函数:
K xi，x( )j =Φ x( )i ． Φ x( )j ( 13)

核函数有多种形式，经常使用的主要包含径向
基函数、多项式函数、Sigmoid 函数等。核函数的差
异会构成不同的支持向量机，本实验选取的核函数
是径向基函数。径向基核函数:

K xi，x( )j = exp －
‖x － xi‖

2σ( )2 ( 14)

3． 3 SVM多分类算法
本文将脑电信号分为健康状态、癫痫发作间歇

期状态、癫痫发作期状态，对脑电信号进行三分类。
三分类问题可以理解为: 给定属于 3 种类别的 n 个
训练样本( x1，y1 ) ，( x2，y2 ) …( xn，yn ) yi∈ 0，1，{ }2 ，
通过上述训练样本构造分类器，将 m 个测试样本
( a1，b1 ) ，( a2，b2 ) …( am，bm ) bi∈ 0，1，{ }2 ，进行三
分类。

OAO ( one-Agains-one decomposition ) 算法在每
两类样本间训练一个分类器，对于 K 分类问题，有
( K × ( K － 1) ) /2 个分类器，当 K 取 3 时，则有 3 个
分类器。用测试样本进行分类检测时，每个分类器
都对其进行判断，并将识别出的诊断结果保存，最后
统计分类结果最多的标签，即为分类结果。

4 粒子群算法优化支持向量机参数

支持向量机的惩罚因子 C 和核函数参数 σ 对
数据分类具有很大的影响，这两个变量决定着支持
向量机的泛化能力。如果得到最佳的分类效果，就
要获取最佳的参数 C和 σ。一般来说这两个参数都
是根据经验设定，无法获得最佳参数，也即无法获得
最优分类率。本文利用粒子群( PSO) 算法全局寻优
的特点，对 SVM的参数 C 和 σ 进行优化，寻找最优
的参数值，进一步提高 SVM 学习能力和收敛
速度［17］。

PSO算法是一种基于迭代寻优的算法，本文需
要优化 SVM的惩罚因子 C和核函数参数 σ，每个粒
子可以想象成二维空间中的一点，PSO 算法就是找
到该二维空间中的最优位置，使得 SVM对癫痫脑电
信号的分类准确率最高。每个粒子在二维空间中的
坐标表示为 xi = xi1，xi( )2 i = 1，2，…，( )20 ，以速度 vs
= vs1，vs[ ]2 s = 1，2，…，( )20 在二维解空间内进行搜
索。粒子在更新位置时需要考虑粒子个体的最优位
置 pi 和粒子种群最优位置 pg。

pi = pi1，pi( )2 ，i = 1，2，…，20 ( 15)
pg = pg1，pg2，…p( )gn ，n = 20 ( 16)

粒子根据式( 17) 、式( 18 ) 、式( 19 ) 更新飞行速
度 vs 和位置。

vs + 1 = vs + c1 rand1 ( ) ( pi － xi ) +
c2 rand2 ( ) ( pg － xi ) ( 17)

xi + 1 = xi + vi + 1 ( 18)
vs = vmax，if vs ＞ vmax
vs = － vmax，if vs ＜ － v }

max

( 19)

c1 表示粒子向自身历史最优解靠近的权重因
子，c2 表示粒子向种群历史最优解靠近的权重因
子，学习因子的值越大，粒子全局搜索能力越强。本
文中 c1 取 1． 5，c2 取 1． 7，rand1 ( ) 和 rand2 ( ) 表示 0
到 1 的随机数。粒子种群数目设定为 20，最大迭代
数为 200。
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图 9 PSO算法流程图

5 实验结果与分析

在本文中，脑电信号被分为三种不同的状态:健
康期、癫痫发作间期、癫痫发作期。构造分类器时，
将实验数据分为训练样本和测试样本，训练样本和
测试样本见表 4。训练样本:取 50 个数据集 A的样
本作为健康状态的数据; 取 50 个数据集 D 的样本
作为癫痫发作间歇期的数据;取 50 个数据集 E的样
本作为癫痫发作期的数据。将数据集 A、数据集 D、
数据集 E剩下的 50 个样本组为测试样本，利用测试
样本对分类器性能进行检测。每一个样本信号采样
4096 个点，现将每段信号截取为 4 段，增加实验数
据，提高实验的可靠性。

表 4 训练与测试样本统计

信号类型 训练样本 测试样本

健康状态 200 200

发作间期 200 200

发作期 200 200

总计 600 600

本文的两个创新点: 一个是对提取的脑电特征
增加了权系数;另一个是本文对脑电信号进行三分
类，并利用 PSO 算法寻找支持向量机最佳参数，最
后把脑电信号分成健康、癫痫发作间期、癫痫发作期

不同状态，并可以提高分类准确率。现通过以下 4
个指标来对分类器性能进行判定。

1) 准确率 ( )acc = 正确分类数量 /测试样本
数量

2) 健康识别率 p( )0 = 正常状态正确分类数
量 /正常状态的数量

3) 间期识别率 p( )1 = 间期状态正确分类数
量 /间期状态的数量

4) 发作期识别率 p( )2 = 发作期状态正确分类
数量 /发作期状态的数量

图 10 未设置特征向量系数未优化的
支持向量机分类诊断

图 11 已设置特征向量系数未优化的
支持向量机分类诊断

图 12 为已设置特征向量系数并且已优化的支
持向量机分类诊断结果，标签 0 表示健康状态，标签
1 表示癫痫发作间歇期，标签 2 表示癫痫发作期。
600 组测试样本中只有 1 个癫痫发作期的样本被错
分为癫痫发作间歇期，图 13 为粒子群算法优化支持
向量机参数 C和 σ，当支持向量机的参数 C 取 0． 1，
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σ 取 1． 0986 时，此时脑电信号识别率最高，达到
99. 83%，验证本实验方法的有效性。

图 12 已设置特征向量系数已优化的
支持向量机分类诊断

图 13 粒子群优化适应度曲线

表 5 为本文三种实验结果对比，可以直观的看
出: 设置特征向量系数后，癫痫疾病诊断分类准确率
有较大的提升，优化支持向量机后分类准确率进一
步提升，但训练时间大幅增加，对于识别准确率与识
别时间的矛盾需具体问题具体分析，若更看重识别
效率则选择未优化支持向量机的方法，若更看重识
别准确率则选择优化的支持向量机进行癫痫疾病的
诊断

表 5 本文 3 种识别效果对比

训练时间 / s 测试时间 / s 识别率 /%

未设置未优化 0． 71493 0． 63739 96

已设置未优化 0． 720334 0． 583394 99． 167

已设置已优化 981． 560382 0． 564318 99． 83

本文实验结果与其他方法的对比如表 6 所示，
本文不仅将脑电信号分类为 3 种脑电信号，而且相
比之前的准确率有所提高，解决了分类准确率和分
类数的冲突。

表 6 本文与其他方法的对比

采用的方法
使用的

数据集
分类数

准确率
/%

经验模态分解 EMD + SVM［4］ D /E 二分类 94

小波包分解系数矩阵 +小波包熵 +

自适应步进 AdaBoost［6］
D /E 二分类 97． 5

ＲQA +变化系数 +波动指数 +

SVM［5］
D /E 二分类 96

样本熵 + AＲ参数 +自适应极限

学习机 ELM［8］
A /C /E 三分类 95． 5

本文 A /D /E 三分类 99． 83

6 结 语

国内外学者将现代数字信号处理技术应用到癫
痫疾病诊断中，对脑电信号进行预处理、构建特征向
量、识别分类，最终实现快速定位致痫区域。

本文汲取了其它文献的优点，弥补了癫痫智能
诊断中分类类别少，分类准确度低的缺点，最终分类
准确度达到 99． 83%，具备良好的实验效果。本文
提取的特征维度较高，可能造成特征冗余，后期工作
可在这方面做一些优化，进一步提高分类准确率。
而且还可以做出操作界面，将各种实验方案整合在
界面中，简化操作步骤，便捷地观察实验仿真结果，
并对多个实验进行对比分析。
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4) 发电机在不对称负载工况下随着负载不对
称程度和负序电流含量的增加，发电机的内功率因
数、功角均增大。
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